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— Lineare Klassifikatoren
— Lineare SVM

— Merkmalsrdume, Kernels



Lineare Klassifikatoren

Baustein fiir so gut wie alles andere — Abbildung f : R* — {+1, —1}
Aufteilung des Input-Raums auf zwei Halbraume, die zwei Klassen entsprechen

X2

N Il
i .

y = f(z) = sgn((z, w) — b)

mit dem Gewichtsvektor w € R™ und Schwellwert b € R.
Geometrische Interpretation: w ist der Normalenvektor der Hyperebene,
die die Halbraume trennt, fiir diese gilt (z, w) = b.

Wenn ||w|| =1, dann ist b der Abstand der Hyperebene vom Koordinatenursprung.

Synonyme — Neuron-Modell, Perzeptron ...
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Lineare SVM

Gegeben sei eine Lernstichprobe X = ((a:l, Yi) - ) mit den
(i) Daten z; € R™ und (ii) Klassen y; € {—1,+1}

Gesucht wird die Hyperebene, die die Daten richtig separiert, d.h.
yi - [(w, @) + 0] >0 Vi

Gesucht wird die Hyperebene maximaler Breite, die die Daten richtig separiert:

Die beziiglich der Lernstichprobe X kanonische Form:

min|(w, z;) + b =1

4
Margin:
(w, 2y +b=+1, (w,z)+b=-1
(w, 2/ —z) =2
(w/||wll, 2" — z) = 2/|jwl|
Aufgabe:

[lw||?> = min
w,b

sty [(w,z) +b] >1 Vi
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Lineare SVM

Lagrangian:

a  w,b

1
L(w, b,a) = 5\\111\\2 — Zai - (yi - [(w, z;) + b] — 1) — max min
1
a; >0 Vi

Bedeutung der dualen Variablen a-s:

(a) vi- [(w,z;) + b] — 1 < 0 (die Nebenbedingungen sind verletzt)
Maximierung beziiglich a;:
aj — 00, L(w, b, &) — 0o — kein Minimum méglich

(b) i [(w,zi) +b] =1>0
Maximierung bezuglich a; gibt a; = 0 — kein Einfluss auf den Lagrangian

() yi- [(w, @) +b]—1=0
«; ist egal, der Vektor z; liegt am Rande des Streifen — Support Vektor

Ist die Lernstichprobe linear separierbar, so a; < oo und L(w, b, a) < oo
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Lineare SVM
Lagrangian:

D, bya) = 5wl = 3 ac (i [fwy ) + 8= 1)

Ableitungen:
oL
- Z aiy; =0
i
oL
e wfzaiyixi =0
i

w = E o YiTi
A

Die Entscheidungsregel f : R™ — {—1,+1} ist:

f(z) = sgn((z, w) + b = Sgn( Zazym + b)

sgn (Z oYz, i) + b)

(') Der Vektor w ist nicht explizit benotigt,

die Entscheidungsregel ldsst sich als lineare Kombination der Skalarprodukte ausdriicken.
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Lineare SVM

Man setzt

in den Lagrangian
1
Lw,b,0) = gllul® =3 Jac (- lw,z) + 8= 1)
7

und erhélt die duale Aufgabe:

E ap — — E o0y Y (T, T) — max

ij

s.t. OcL>0 Zouytfo

(1) Die zu lésende Aufgabe lasst sich mithilfe der Skalarprodukte ausdriicken,

die Daten z; an sich sind nicht relevant.
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Merkmalsraume

Der Input-Raum X wird mithilfe einer (nichtlinearen) Transformation ® : X — H auf den
Merkmalsraum H abgebildet. Danach werden die Daten im Merkmalsraum klassifiziert.

Beispiel:

yr (re-)f « (xa= 6V Quadratischer Klassifikator
‘ f(z) =sgn(a-z2 +b-z122 + - 32)

; & :R? - R3
¢ W P(z1,22) = (xf,ﬂxlxg,:rg)
‘ ,», . : - x,  (Abbilder ®(z) sind linear separierbar)

Um die Daten im H zu trennen bzw. den linearen Klassifikator im H zu lernen, werden
nicht die Abbilder ®(z) benétigt, sondern nur Skalarprodukte (®(z), ®(z')).

<<I>(1‘1,I2),‘I>(Cti,mé)> = <(112,\/§z1x2, ), (22, V2] b, 25 )>—
xl 951 + 221 27 ) + x2z/2 =
(z12] + 221b)? = (z,2)2 =
k(z,2’) - Kernel

Skalarprodukt im H lasst sich im X berechnen!!!
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Kernels

Kernel ist eine Funktion k : X X X — R, die Skalarprodukt im Merkmalsraum realisiert

k(z,2') = (®(z), ®(z'))

Der Merkmalsraum H und die Abbildung ® : X — H miissen dabei nicht unbedingt
explizit definiert werden.

Ist eine Funktion k£ : X x X — R ein Kernel, so existiert eine Abbildung ® : X — H so
dass (siehe oben).

Gegeben sei eine Funktion k: X x X — R. Ist das ein Kernel? — Mercer’s Theorem.

Sind k1 und k2 Kernels, dann sind aki, k1 + k2, k1 k2 auch Kernels
(es gibt noch weitere Operationen um Kernels aus Kernels zu bauen).

Beispiele (oft benutzte Kernels):
— Polynomial: k(z,z’) = ((x, z') + c)d
— Sigmoid: k(z,z’) = tanh (n(az, z') + @)

— Gaussian: k(z,z') = exp(—||x — x’H2/(20'2)) (Interessant: H = R>)
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Gaussian: k(z,z') = exp(—||z — z’||2/(20'2))

Literatur:
— Bernhard Scholkopf, Alex Smola ...
— Nello Cristianini, John Shawa-Taylor ...
— Wikipedia ...



